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Abstract. This work is in the context of knowledge discovery in databases re-
ferring to diabetic patients. The database contains data on the date, time and
amount of insulin used, amount of calories and carbohydrates ingested on that
date, sleep quality (Likert scale) and subjective effort of physical activities (Borg
scale). Therefore, this research studied, applied, evaluated and pointed out data
mining methods suitable for this context. The research was based on literature
review and case study, in which the work of [Rath et al. 2014] was extended.
The results achieved were significant, since 3 algorithms (RandomForest, Ex-
pectation Maximisation and Bagging) returned conclusive answers.

Resumo. Este trabalho está no contexto de descoberta de conhecimento em
bases de dados referentes a pacientes diabéticos. A base contém dados de mo-
nitoramento de data, quantidade de insulina utilizada, quantidade de calorias e
carboidratos ingeridos, qualidade do sono (escala Likert) e esforço subjetivo de
atividades fı́sicas (escala Borg). Portanto, esta pesquisa buscou estudar, apli-
car, avaliar e apontar métodos de mineração de dados adequados para esse
contexto. A pesquisa foi baseada em revisão bibliográfica e estudo de caso, em
que o trabalho de [Rath et al. 2014] foi estendido. Os resultados alcançados
foram significativos, uma vez que 3 algoritmos ((RandomForest, Expectation
Maximisation e Bagging)) retornaram respostas conclusivas.

1. Introdução
A área da Saúde produz muitos e variados dados, sejam eles na Farmácia, Medicina, En-
fermagem, entre outros. Tratamento de pacientes com diabetes, por exemplo, também
acaba gerando uma quantia significativa e diversificada de dados, principalmente, quando
pacientes, médicos, farmacêuticos e nutricionistas monitoram a evolução (ou controle)
da doença. Esse controle pode ser via monitoramento de valores diários de unidades de
insulina aplicada, valores diários de glicemia em jejum, quantidade de calorias e carboi-
dratos consumidos, tempo e quantidade de exercı́cios realizados, entre outros. Entretanto,
muitos e diferentes dados dificultam a análise e o reconhecimento de padrões que possam
estar embutidos (até mesmo ocultos) numa base de dados. Assim, médicos, nutricionistas
e até educadores fı́sicos podem elaborar estratégias falhas, ou incompletas, pois a análise
acaba sendo superficial.

Em 2014, um aluno do curso de Sistemas de Informação da UFN
[Rath et al. 2014] projetou e implementou um Sistema de Recomendação para Diabe-
tes, construı́do via a linguagem PHP e banco de dados MySQL. O projeto disponibili-



zou um sistema web para que pacientes diabéticos, seus médicos e nutricionistas pudes-
sem registrar dados de insulina, glicemia, calorias, carboidratos, exercı́cios, qualidade de
sono, etc. Porém, o projeto aplicou parcamente técnicas de mineração para descoberta
de padrões. O projeto trabalhou com mineração, mas não era o foco principal, ou seja, o
foco era o sistema web para registro e acompanhamento de dados de pessoas diabéticas.
A mineração foi prototipada mais em um sentido de criar algo funcional com o mı́nimo
possı́vel para ser analisado e testado. Dessa forma, este trabalho estendeu a pesquisa rea-
lizada em [Rath et al. 2014], principalmente na análise e aplicação de melhores técnicas
de mineração de dados na base projetada para diabetes. Registra-se que há uma base de
dados criada e populada entre os anos 2012 e 2014 (independente do sistema projetado
em [Rath et al. 2014]), com 722 dias monitorados. E essa base foi utilizada para o estudo,
aplicação e avaliação das diferentes técnicas de mineração.

O objetivo, então, foi estudar, comparar, aplicar e avaliar algoritmos presentes no
ambiente WEKA e em pacotes do universo Python para reconhecer precisamente padrões
presentes na base de dados do estudo. Já os objetivos especı́ficos foram: i) entender
e aplicar as categorias de algoritmos de mineração de dados aos diferentes contextos
[Tan et al. 2009], [Marques et al. 2008]; ii) estudar e avaliar algoritmos presentes no am-
biente WEKA [Group 2021] e em pacotes do universo Python [Schaul et al. 2010]; iii)
realizar adequação da base de dados do sistema projetado por [Rath et al. 2014]; iv) ma-
pear e compilar trabalhos relacionados que usaram técnicas de mineração em bases de
dados [Marques et al. 2008], [Vieira 2016]; v) definir, aplicar, analisar um estudo de caso
para validar a proposta.

2. Revisão Bibliográfica
Nesta seção, são apresentados e discutidos conceitos que fundamentam a pesquisa e
fornecem entendimento à proposta do trabalho, como descoberta de conhecimento por
mineração de dados, algoritmos e ambientes de mineração, trabalhos relacionados e a
doença diabetes.

2.1. Descoberta de Conhecimento e Mineração de Dados
As áreas de conhecimento produzem, diariamente, uma quantidade de dados e de
informação muito grande. Esses dados e informações precisam ser coletados, tratados
e armazenados, produzindo assim uma base de dados e/ou conhecimento especı́fico.

Por exemplo, no campo da Medicina, dados coletados não são o suficiente para
uma tomada de decisão precisa e eficiente. Assim, para se ter uma decisão mais assertiva,
são necessárias ferramentas que facilitam e auxiliam a verificação/análise desses dados.
Logo, conforme Prieto et. al. 2004 apud [Rath et al. 2014], as boas tomadas de decisão
em relação aos quadros clı́nicos de pacientes diabéticos, por exemplo, influenciam direta-
mente no tratamento e na prevenção da doença.

Conforme Prieto et. al. 2004 apud [Rath et al. 2014], a análise de dados nas
áreas da Saúde tem sido realizada por meio estatı́stico, que usa um processo matemático
estabelecido com suporte teórico que permite interpretações. No entanto, há um método
alternativo que auxilia em análises e interpretações de grandes quantidades de dados,
conhecido como Mineração de Dados (Data Mining - DM). Esse método, por meio do
uso ou não da estatı́stica, busca encontrar modelos ou padrões ocultos dentro de uma
base, que dificilmente seriam detectados com técnicas estatı́sticas.



De acordo com o trabalho de [Rath et al. 2014], alguns autores consideram os ter-
mos Mineração de Dados e Descoberta de Conhecimento em banco de dados (Knowledge-
Discovery in Databases - KDD) como processos diferentes. De fato, mineração faz parte
da linha de descoberta de conhecimento. Entretanto, neste trabalho, assume-se que os
termos têm o mesmo significado: extrair conhecimento de dados.

A definição aceita e citada por vários autores sobre mineração, segundo
[Rezende 2003], é: “extração de conhecimento de base de dados é o processo de
identificação de padrões válidos, novos, potencialmente úteis e compreensı́veis embutidos
nos dados”.

Há variações na quantidade de etapas que compõe o processo de mineração, mas
todas as etapas tratam de algumas caracterı́sticas, como [Rezende 2003]:

• Dados: elementos armazenados em um repositório;
• Padrões: um subconjunto de dados em alguma linguagem descritiva que aponta

para um tema comum;
• Processo: qualquer uma das etapas referentes à extração de conhecimento, como

preparação de dados, busca por padrões e avaliação do conhecimento;
• Válidos: são os padrões encontrados obedecendo regras e/ou princı́pios e que

sejam admissı́veis;
• Novos: um padrão com um conjunto de informações definindo um novo padrão;
• Úteis: algum padrão passı́vel de uso ou aproveitamento;
• Compreensı́veis: qualquer padrão descoberto e registrado em alguma linguagem

que possa ser entendida por usuários, possibilitando uma análise mais adequada
dos dados;

• Conhecimento: é definido de acordo com o seu escopo de aplicação, utilidade,
originalidade e compreensão, ou seja, é um conjunto de informações que fornecem
algum tipo de contexto para processos de raciocı́nio ou inferência.

No trabalho de [Rath et al. 2014], a mineração foi dividida em 3 etapas: coleta de
dados, processamento e identificação de padrões, e pós processamento.

2.2. Algoritmos clássicos para mineração de dados

De acordo com [Larose 2005], mineração de dados é classificada conforme as tarefas
realizadas, sendo as mais comuns:

• Descrição: tarefa que descreve os padrões descobertos e disponibiliza uma
possı́vel interpretação dos resultados, via técnicas exploratórias de dados;

• Classificação: tem como objetivo detectar a qual classe uma determinada
informação pertence, como um processo de categorização, geralmente realizada
por processo de aprendizado supervisionado;

• Regressão: semelhante à classificação, mas é utilizada quando a informação é
identificada por um valor numérico e não categórico;

• Predição: também semelhante à classificação e regressão, no entanto busca des-
cobrir o valor futuro de um determinado atributo;

• Agrupamento: identifica e aproxima informações semelhantes. Um agrupa-
mento é um conjunto de informações similares entre si, mas diferentes de outras
informações nos demais agrupamentos;



• Associação: identifica a relação entre atributos de um conjunto de informações.

Segundo o trabalho realizado em [Furlan and de Souza Poletto 2018], a mineração
de dados possui várias implementações distintas por meio de diversos algoritmos. Esses
algoritmos são segmentados, novamente, pelas tarefas. A Figura 1 mostra uma relação
dos principais algoritmos, suas descrições, tarefas e exemplos.

Figura 1. Técnicas e Tarefas empregadas na Mineração de Dados
[Goldschmidt 2005].

2.3. Ambientes ou Ferramentas para Mineração de Dados

Um dos ambientes mais conhecidos e utilizados em instituições de ensino e de pesquisa,
no contexto de descoberta de conhecimento e mineração de dados, é o Waikato Environ-
ment for Knowledge Analysis (WEKA). É uma ferramenta de código aberto, com licença
General Public Licence (GPL), multiplataforma (Windows, MAC OS e Linux), contendo
inúmeras funções, como por exemplo, a importação de banco de dados em arquivo para
mineração (.arff ). Além disso, possui diversos algoritmos de mineração que podem ser
aplicados, testados e analisados em diferentes bases importadas.

O WEKA, enquanto ferramenta, possui ambientes de importação, de visualização
de resultados e de algoritmos de mineração, como algoritmos de redes neurais para apren-
dizado de máquina (machine learning), entre outros.

No ambiente de algoritmos para mineração, há sub-ferramentas de pré-
processamento, oferecendo suporte para todo processo de mineração, incluindo a
preparação dos dados de entrada, avaliação estatı́stica de aprendizagem, visualização dos
dados de entrada e seus resultados.

A ferramenta WEKA foi desenvolvida na linguagem JAVA, em que é possı́vel
tanto usar uma interface gráfica especı́fica dela, quanto importar pacotes WEKA, con-
tendo os algoritmos de mineração, em aplicações JAVA. A ferramenta possui funcionali-
dades divididas em ambientes, que são chamadas em botões na interface principal, como:
i) Explorer: possui aplicações de pré-processamento, análise e visualização dos resulta-
dos; ii) Experimenter: aqui, o usuário pode realizar testes estatı́sticos entres as estruturas



de aprendizagem da ferramenta, onde se pode utilizar vários algoritmos concomitantes
e comparar os resultados, escolhendo assim o algoritmo mais adequado para a base; iii)
Knowledge Flow: com funções similares ao Explorer, diferencia-se pela representação
gráfica dos resultados; iv) Workbench: ambiente que combina todas as interfaces gráficas
em uma única interface; v) Simple CLI: ambiente para inserção de comandos em forma
de shell ou terminal.

Existem diversos algoritmos de de mineração de dados por aprendizado de
máquina implementados no WEKA (conforme já mencionado), ou seja, algoritmos que
identificam padrões a partir de um conjunto de amostras de dados que servem para o trei-
namento prévio da base. Um dos principais destaques do ambiente WEKA nesse contexto
é o auto-weka ou weka.classifiers.meta.AutoWEKAClassifier que identifica automatica-
mente o modelo (ou algoritmo) mais adequado com configurações de parâmetros para um
determinado conjunto de dados. Especificamente, utiliza-se de várias técnicas de seleção
de recursos [Kotthoff 2016].

Em geral, esse recurso funciona da seguinte maneira:

1. carregar o arquivo .arff com os dados a serem minerados (idêntico para qualquer
outro processo no WEKA);

2. selecionar o auto-weka;
3. selecionar o atributo alvo ou que servirá de referência nos cruzamentos;
4. configurar parâmetros disponı́veis no auto-weka: tamanho da memória RAM a ser

utilizada no processamento e o tempo de execução desejado para o auto-weka;
5. iniciar o processo.

Por outro lado, o universo da linguagem Python, via bibliotecas, tem apresentado
muitos recursos para os processos de descoberta de conhecimento e mineração de dados.
As bibliotecas que mais tiveram destaque foram:

• Pandas: Fornece ferramentas de análise e manipulação de dados (de forma rápida e
flexı́vel) em código aberto. Pandas é adequado para diferentes tipos de dados, tais
como uma tabela do padrão SQL (banco de dados relacional), planilha eletrônica,
dados temporais, dados de matriz e qualquer forma de conjuntos de dados es-
tatı́sticos [The pandas development team 2021];

• PyTables/HDF5: quando se tem uma quantidade muito grande de dados é utilizado
o pacote Pytables (Desenvolvido com base na biblioteca HDF5) que gerencia de
forma eficaz conjuntos de dados hierárquicos [PyTables Developers Team 2021];

• Theano: utilizado para determinar, incrementar e avaliar expressões ma-
temáticas em CPUs/GPUs que envolvem matrizes multidimencionais
[Laboratório LISA, Universidade de Montreal 2021];

• SeaBorn: prepara uma interface de alto nı́vel que mostra gráficos estatı́sticos, in-
terativos e informativos [Waskom 2021];

• Airflow: plataforma para criar, agendar e monitorar fluxos de trabalho
[Apache Airflow 2021];

• Pybrain: é uma biblioteca de aprendizado de máquina exclusiva para Python, com
uma proposta de interface amigável, com algoritmos e diferentes ambientes de
teste desses algoritmos. Destaca-se, que PyBrain é uma biblioteca de aprendiza-
gem por reforço via Redes Neurais [Schaul et al. 2010];



• Scikit-learn: possui algoritmos de classificação, regressão e agrupamento
[Pedregosa et al. 2011];

• Keras: tem um interface simples para resolver problemas de aprendizado de
máquina e auxilia no aproveitamento máximo de escalabilidade com redes neu-
rais [Grupo de Interesse Especial Keras (Keras SIG) 2021];

• Dask: Utilizado para computação paralela e composto por coleções de ”Big
Data”e Agendamento de tarefas dinâmico [Rocklin 2015].

Assim como WEKA, o universo Python também possui uma ferramenta para iden-
tificar o modelo mais adequado para uma determinada base de dados a ser minerada.
Portanto, AutoML (Auto Machine Learning).

2.4. Trabalhos Relacionados

Neste seção, buscou-se discutir trabalhos que abordaram ou mineração de dados e/ou
mineração de dados aplicada à base de dados na área da Saúde.

O primeiro trabalho é a base para o estudo de caso desta pesquisa, onde
[Rath et al. 2014] desenvolveu um sistema Web, na linguagem PHP, para cadastro e con-
trole diário de dados do diabético, que são armazenados em banco de dados MySQL. O
trabalho utilizou algoritmos presentes no ambiente WEKA de mineração.

No trabalho realizado em [Marques et al. 2008], foram aplicadas técnicas de
mineração de dados para um sistema de apoio à tomada de decisão no contexto de moni-
toramento de jogadas em partidas de Voleibol. O sistema é conhecido como scout, com
apelo estatı́stico, que possui informações muitas vezes desnecessárias, que na mineração
de dados são descartadas. Dessa forma, o processo de mineração no scout de Voleibol foi
útil para destacar informações confiáveis e algumas até desconhecidas, assim ajudando
de maneira mais eficaz as comissões técnicas. O sistema foi construı́do na linguagem de
programação Java e com o apoio do ambiente WEKA.

Segundo o que foi apresentado em [Furlan and de Souza Poletto 2018], um estudo
foi realizado para aplicar conceitos de descoberta de conhecimento e de mineração em
banco de dados. Alguns algoritmos do ambiente WEKA para visualização do processo
foram testados.

No trabalho apresentado em [Rath et al. 2014], havia o objetivo de aplicar técnicas
de mineração de dados para encontrar padrões na sua base, para poder recomendar ali-
mentos e atividades fı́sicas aos diabéticos. No trabalho, foi projetado e implementado um
sistema Web para isso. Porém, essa recomendação não foi totalmente finalizada, uma vez
que a base de dados não tinha um conjunto de dados significativo para que algoritmos
de mineração fossem utilizados. Dessa forma, a principal justificativa deste trabalho. No
trabalho de [Marques et al. 2008], destaca-se o processo de limpeza da base, a revisão
bibliográfica das categorias dos diferentes algoritmos de mineração, facilitando a escolha
de algoritmos para esta pesquisa. Já no trabalho de [Furlan and de Souza Poletto 2018],
foi mostrada a análise de técnicas de algoritmos de mineração de dados presente no am-
biente WEKA. Também compilou informações sobre mineração de dados, descoberta de
conhecimento. Dessa forma, ficou evidente o uso da ferramenta WEKA de forma simpli-
ficada.



2.5. Monitoramento de Diabetes
De acordo com a Sociedade Brasileira de Diabetes [SBD 2021], a diabetes mellitus é
uma doença crônica em que o corpo não é capaz de produzir ou absorver corretamente
a insulina gerada pelo pâncreas. A insulina é o hormônio responsável pelo controle da
quantidade de glicose no sangue que um ser humano recebe na alimentação como fonte
de energia para o organismo [SBD 2021]. Novamente conforme a SBD, quando o ser
humano tem diabetes e caso não for controlada de forma adequada por longos perı́odos,
podem aparecer complicações, como doenças renais, infarto do miocárdio, acidente vas-
cular cerebral, pé diabético, glaucoma, catarata, entre outros [SBD 2021].

Cabe ressaltar que o tratamento com insulina, busca, de forma artificial e externa
ao corpo, a regulagem desse hormônio, para que cumpra seu papel no organismo. Sendo
assim, portadores de diabetes Tipo 1 e Tipo 2 podem necessitar de insulina para controlar
a glicose no sangue. Para essa finalidade, existem vários tipos de insulina disponı́veis
para o tratamento. E tal diferença se dá pelo tempo que ficam ativas no corpo, pelo tempo
que levam para agir e em qual situação do dia são mais eficientes.

Independente do tipo de diabetes ou o tipo de terapia ou tratamento, o monitora-
mento é essencial para o controle, para o tratamento, para o acompanhamento dos profis-
sionais Médicos, Nutricionistas e Educadores Fı́sicos. Há profissionais da área da Saúde
que monitoram seus pacientes com exames de sangue tradicionais, realizados de tempos
em tempos, como glicemia em jejum, glicemia glicada, insulina, triglicerı́deos, coleste-
rol, etc. Porém, há outros tipos de acompanhamento, ditos diários: glicemia, unidades
aplicadas de insulina, qualidade do sono, quantidade de calorias e carboidratos ingeridos,
tempo e tipo de atividade fı́sica.

3. Proposta de trabalho
A partir do exposto na seção anterior, esta pesquisa estendeu o trabalho [Rath et al. 2014]
e aplicou algoritmos de mineração em base com um conjunto significativo de dados para
que os algoritmos possam retornar resultados reais e mais fidedignos.

3.1. Materiais e métodos
Este trabalho foi baseado em pesquisa exploratória com revisão bibliográfica amparado
com estudo de caso. O estudo de caso foi a aplicação de mineração na base de dados
criada entre 2012 e 2014, modelagem e prototipação de sistema Web para gestão de dados
de pacientes diabéticos. Já no projeto e desenvolvimento da solução, foram utilizados a
metodologia Scrum [Wykowski and Wykowska 2019] com a técnica Kanban.

As ferramentas utilizadas foram: Trello - técnica kanban; GitHub - controle de
versão; Astah - diagramação UML; Ambiente WEKA - simulador para testes de algorit-
mos de mineração de dados; Pacotes do universo Python para mineração em banco de
dados.

3.2. Modelagem do sistema
Em termos funcionais da proposta do estudo de caso, que também contempla um sistema
Web adaptado do trabalho de [Rath et al. 2014], na Figura 2 é possı́vel entender todos os
atores que podem ter relação com o sistema, suas principais funcionalidades e a funcio-
nalidade de aplicação de algoritmos de descoberta de conhecimento.



Figura 2. Diagrama de Casos de Uso para o estudo de caso adaptado do sistema
de [Rath et al. 2014].

Já em relação à organização do protótipo do estudo de caso, pensou-se orientado
a objetos tendo como referência o padrão arquitetural Model-View-Template (MVT) uti-
lizado pelo framework Django. Na Figura 3, é possı́vel visualizar os pacotes e as classes
que fazem a persistência no banco de dados na camada model.

Registra-se que o framework Django utiliza de forma automática o Mapeamento
Objeto-Relacional (MOR), ou seja, a geração do banco de dados é realizada a partir das
classes existentes na camada model do sistema. Assim, a Figura 3 mostra a estrutura de
pacotes/classes e, de forma equivalente, o modelo Entidade-Relacionamento.

3.3. Preparando a base para a mineração

A Figura 4 mostra como os dados monitorados (dias da semana, ano, glicemia, quan-
tidade de insulina, quantidade calorias, quantidade de carboidratos, qualidade do sono,
tempo de atividades fı́sicas) foram coletados. A ressalva é que a média de glicemia era
analisada sempre de 3 em 3 dias, pois essa média sugeria alteração nas unidades de insu-
lina aplicada. Ou seja, se a média fosse maior que 100 mg/dL, a quantidade de unidades
de insulina deveria ser aumentada em duas. Caso fosse menor que 80 mg/dL, deveria
diminuir em 2 unidades.



Figura 3. Diagrama de pacotes ou de domı́nio do protótipo.

Figura 4. Planilha eletrônica com melhorias nas colunas e nos dados, para faci-
litar a conversão ao arquivo .arff (arquivo de mineração no WEKA).

Destaca-se que a plataforma WEKA precisa receber uma base tratada, preferenci-
almente com valores categóricos, assim foi preciso melhorar alguns campos (colunas ou
atributos). Dessa forma, foram realizadas conversões de valores numéricos para valores
categóricos, principalmente nos campos medição de glicemia, quantidade de exercı́cios
realizados, quantidade de carboidratos, quantidade de calorias ingeridos em um dia e re-
sultado da medição da glicemia.

Na medição de glicemia, utilizou-se abaixo, normal (ou recomendado) e acima.
Porém, há dois momentos de medição: em jejum e pós-prandial (após 2 horas de uma
refeição). Portanto, para medições em jejum, o abaixo do recomendado é um valor menor
que 80 mg/dL, recomendado ou normal é um valor entre 80 e 100 mg/dL e acima do
recomendado um valor maior que 100 mg/dL. Para medições pós-prandial, o normal é
um valor abaixo de 140 mg/dL e ”acima”, um valor maior que 140 mg/dL.

Em relação à quantidade de exercı́cios, optou-se em utilizar a escala (ou tabela) de



Borg (de 0 a 20), que trabalha com uma percepção subjetiva de quanto esforço o próprio
atleta realizou, sendo que 1 é quase nenhum esforço e 20 o esforço máximo possı́vel
[Borg and Borg 2001]. De acordo com [Borg and Borg 2001], os valores entre 6 e 20
são baseados na Frequência Cardı́aca de 60 a 200 batimentos por minuto (bpms), sendo
que o valor 12 corresponde aproximadamente 55% e o 16 a 85% da Frequência Cardı́aca
Máxima. Dessa forma, a escala corresponderia ao esforço da seguinte forma: 7 - muito
fácil; 9 - fácil; 11 - relativamente fácil; 13 - ligeiramente cansativo; 15 - cansativo; 17 -
muito cansativo; 19 - exaustivo.

Em relação ao consumo de carboidratos e calorias, também foram necessárias
modificações na tabela original, transformando dados numéricos em dados categóricos,
como abaixo, recomendado e acima do recomendado. Dessa forma, se uma pessoa tem
como orientação (referência), na sua dieta, ingerir no máximo 200 gramas carboidratos
e 2600 calorias, o abaixo do recomendado é quando essa pessoa ingere menos de 80%
desses valores de referência, recomendado quando ingere entre 80% a 120% dos valores
e acima do recomendado quando consome mais de 120% dos valores sugeridos na dieta.
Essas orientações são estratégias básicas no contexto da nutrição.

Figura 5. Dados tratador pela plataforma WEKA e armazenados em arquivo .arff.

Uma vez melhorada a tabela, já é possı́vel no ambiente WEKA importar a base
da planilha eletrônica. A importação (automática) converte a tabela em um arquivo com
extensão .arff, com os campos (colunas) para sua manipulação interna, conforme mostra
a Figura 5.

Ressalta-se que @attribute representa cada coluna da planilha eletrônica. Alguns
atributos precisam ser valorados ou categóricos, como por exemplo, os atributos Dia Se-
mana que contém os dias da semana, Resultado Glicemia que contém as categorias Nor-
mal, Acima e Abaixo. Finalmente, a partir da linha 23, há os dados da planilha conver-
tidos para a plataforma WEKA. Por exemplo, na linha 23 há uma medição referente a



uma quinta-feira, do ano de 2012, com uma medição antes de comer, com resultado de
glicemia Normal, 6 unidades de insulina aplicada, calorias Abaixo do recomendado, car-
boidratos Acima do recomendado, 4 pontos na qualidade do sono e nenhuma atividade
fı́sica realizada.

3.4. Aplicando os algoritmos de mineração via WEKA

Uma vez que a base foi preparada para ser trabalhada no WEKA, testaram-se todos as
categorias de algoritmos presentes no ambiente que ficaram disponı́veis para a base ca-
dastrada. Ou seja, alguns algoritmos não foram habilitados à execução dessa base. In-
dependente dos algoritmos que ficaram disponı́veis para esse formato de base de dados,
o ambiente WEKA permite selecionar atributos para serem trabalhados, como ilustra a
Figura 6, em que alguns dados foram selecionados.

Figura 6. WEKA na aba preprocess com atributos selecionados.

Dos algoritmos de mineração de dados (mencionados na Revisão Bibliográfica), o
algoritmo RandomForest (Figuras 7), da categoria de classificação em árvores de decisão,
apresentou resultados com quase 97% de assertividade, além de trazer uma matriz de
confusão que identificou (Figura 8) 550 dias de glicemia normal, também como mostrado
na Figura 6, validando o resultado.

Figura 7. Aplicação do algoritmo RandomForest.

Em relação aos algoritmos de agrupamento (clusterização), Expectation Maximi-
sation (EM) foi o que facilitou a análise e conclusões dos resultados (fácil interpretação).



Figura 8. Aplicação do algoritmo RandomForest com a matriz de confusão.

Os resultados parciais obtidos pelo EM podem ser visualizados nas Figuras 9 e 10. Note,
que há 3 colunas representando os grupos criados ou identificados.

Figura 9. Aplicação do algoritmo EM e o agrupamento da base em 3 grupos.

Figura 10. Aplicação do algoritmo EM e o agrupamento da base em 3 grupos:
dados insulina, glicemia, carboidrato, calorias, atividades fı́sicas.

E com isso, foi possı́vel concluir que:

• foram identificados 314 dias com controle de glicemia (agrupamento 2), dessa
forma, esse agrupamento foi a referência para as conclusões;

• exercı́cios com carga muscular elevada ajudam mais no controle da glicemia, logo
na aplicação diminuı́da de insulina (média de 7 unidades com desvio padrão de
1.0);

• a variável sono tem influência na quantidade de glicemia, uma vez que no grupo
2 apresentou valores significativos de qualidade 4 e 5;

• a quantidade elevada consumida de carboidratos no grupo 2 (que é o grupo com
glicemia controlada), indica que a prática de exercı́cios foi decisiva.



Além desses algoritmos, aplicou-se o auto-weka com memória configurada para
1 Gbytes nos tempos de 15, 60, 120 e 240 minutos, enquanto que o último teste foi com
memória configurada em 5 Gbytes e com tempo 1440 minutos. Registra-se que indepen-
dente da quantidade de memória ou de tempo, todas os testes apresentaram resultados
similares. A Figura 11 mostra os atributos, o total de instâncias, as configurações do
último teste (5 Gb e 1440 minutos de processamento total). E o algoritmo ou modelo
sugerido pelo auto-weka foi o Bagging.

Figura 11. Relatório da aplicação do auto-weka na base, tendo como atributo
alvo o resultado da glicemia.

Figura 12. Relatório final mostrando a escolha do melhor método de mineração
weka.classifiers.meta.Bagging.

Na Figura 12, os resultados da mineração pelo algoritmo
weka.classifiers.meta.Bagging colaboraram com os resultados obtidos pelo algo-
ritmo RandomForest. Perceba nessa figura que, a partir da matriz de confusão gerada,
553 dias foram glicemia normal (enquanto no RandomForest foram 550 dias).

O próprio auto-weka, ao finalizar seu processo, recomendou para um melhor de-
sempenho dar mais tempo ao processamento, pois há 348 configurações possı́veis para
obter bons resultados de forma confiável.

3.5. SOMDiabetes - Sistema Online de Monitoramento da Diabetes

O protótipo do estudo de caso, já possui um conjunto de funcionalidades básicas de gestão
de usuários (pacientes, nutricionistas, educadores fı́sicos, médicos), de alimentos e de
atividades fı́sicas. Além disso, há toda a gestão de registro de refeições por paciente em



um determinado dia, com contagem de calorias e carboidratos. Também, há a gestão de
registro de atividades fı́sicas realizadas em um perı́odo. Dessa forma, as Figuras 13, 14,
15 e 16 mostram essas funcionalidades em operação.

Figura 13. Interface gestão de atividades fı́sicas.

Figura 14. Interface de registro de refeições em um dia e hora.

Figura 15. Interface da lista de refeições registradas.

Figura 16. Interface da lista de atividades registradas.



4. Conclusões
Ao longo do texto, foram apresentados e discutidos conceitos referentes a diabetes (como
uma doença que exige acompanhamento para um tratamento mais preciso), descoberta de
conhecimento e a reconhecimento de padrões por meio de mineração de dados. Também
foram analisados trabalhos relacionados que forneceram suporte a esta pesquisa, princi-
palmente, o trabalho de Rodrigo Rath [Rath et al. 2014].

Os resultados atingidos foram a remodelagem de alguns aspectos estruturais e
funcionais existentes em [Rath et al. 2014], a adequação da planilha eletrônica (com da-
dos de monitoramento de 3 anos de um doente em diabetes) ao formato do ambiente
WEKA (com transformação de dados numéricos para dados categóricos). Além disso, a
identificação de 3 modelos que melhor atenderam a base de testes (RandomForest, EM e
Bagging), pois classificaram e/ou aglomeraram a base tendo como atributo alvo o resul-
tado da glicemia. Dessa forma, os demais atributos foram cruzados com o resultado da
glicemia.

Finalmente, registram-se alguns trabalhos futuros:

• converter e aplicar os algoritmos do WEKA em algoritmos do universo Python,
com o framework Pandas, que trata do banco de dados (dataset), e do pacote
Scikit-learn;

• importar os dados da planilha melhorada do WEKA para o banco de dados do
sistema SOMDiabetes;

• finalizar os cálculos de gastos calóricos quando atividades fı́sicas realizadas;
• importar a lista de alimentos da Sociedade Brasileira de Nutrição para o banco de

dados do sistema SOMDiabetes;
• criar as funcionalidades para que nutricionista, educador fı́sico e médico possam

acompanhar seus pacientes dentro do sistema SOMDiabetes;
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